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1 緒言

筆者らはこれまでに３次元畳み込みニューラルネッ

トワーク 3D CNNを応用した金属の火花試験の自動評
価システムの開発を行い，3D CNNの有用性や解決す
べき課題について報告してきた [1, 2]．本研究では，輪
郭形状や色が同一でありながら表面形状や表面粗さが

異なるようなワークを高精度に分類できるシステムに

ついて検討している．これまでにも生産ラインを流れ

る工業製品の写真をもとに画像処理や CNNの技術を
応用して自動的に欠陥検出を行おうとするシステムが

多く提案されている [3, 4, 5]．しかしながら，ワークの
輪郭形状が同じ場合，カメラで撮影された画像情報の

みでCNNモデルを構築するだけでは，ワークの表面形
状の違いを識別することは困難である．また，高性能

な欠陥検出機能を持つ CNNモデルの学習には膨大な
学習データが必要であるが，2D カメラを用いてワーク
の形状情報をRGB画像にて取得する際，訓練時とテス
ト時で照明条件が変化しないように入念に環境を構築

していく必要がある．長期的にデータを蓄積していく

場合，照明環境が一定となるよう，その都度確認と調

整を行うことは非常に煩わしい作業となる．一方，3D
カメラは赤外線を照射しワークとの距離情報を取得で

きるため，照明環境の変化に影響されずに訓練用やテ

スト用のデータを蓄積できる点で有効である．

本研究では，3D カメラで観測したワークの点群デー
タ (PCD)から得られる深度情報をもとにボクセルデー
タを生成し，そのようなワークの表面形状をもとに分

類を可能とするシステムの検討を行ったので報告する．

2 VoxNet

本研究では，3Dカメラから取得した 3次元点群デー
タを扱うため，3次元データに対応したネットワークを
構築する必要がある．そこで Maturanaらの提案する
3次元データの学習において有効なVoxNetというモデ
ルを採用した [6]．図 1に VoxNetの概要図を示す．こ
のモデルでは，PCDをボクセル化し，3D CNNの学習
データとして使用する．ボクセルデータは，各ボクセ

ル内に 3次元データ（点）が存在する場合は１を，存
在しない場合は 0の情報を持つため，0と 1のバイナリ
コードのみで 3次元空間内のオブジェクトの情報が保
持され，対象とするワークの形状や構造をより正確に

捉えることができる．このため，VoxNetは通常の 3D
CNNに比べて計算コストとメモリコストが低いという
特徴を持つ．3D CNNの構造を持つ VoxNetの学習で
は，ボクセル化された形状データを入力とし，3次元方
向にボクセル単位の畳み込みとプーリングを行う．

本研究では，基本的な評価のために図 2のように 8
カテゴリの 3Dモデルを 3次元 CAD「Creo」でそれぞ
れ 10種類ずつ計 80のモデルを設計し，3Dプリンタで
造形した．すなわち，造形した実モデルの数も 8カテ
ゴリ×10種類=80モデルとなる．次章では，これら 80
の実モデルの点群データ (PCD)を計測し，点群データ
が構成する 3次元空間内を 32×32×32の解像度でボク
セル化し，そのボクセルデータを用いて VoxNetの学
習と汎化性能の評価を行う．

3 訓練用ボクセルデータの生成

3.1 ワークモデルの作成と 3D カメラによる点群デー

タ (PCD)の取得

2D カメラでは，モデルを真上から撮影すると，照明
などの撮影条件によっては緩やかな傾斜や小さな起伏

の特徴などを画像の中に再現性よく安定的に収めるこ

とは困難である．このため，3Dカメラで撮影した点群
データ（PCD）を用いることとした．図 3には本研究
で分類対象とする同一色を持つ 8カテゴリの 3次元モ
デルの例を示す。それぞれの輪郭形状は同じ矩形であ

るがモデル上面には異なる表面形状を持っている。な

お，構築する 3D CNNの汎化性を高めるために，１つ
のカテゴリに対してその特徴を持つ異なる実モデルを

10個ずつ作成した．
本実験では，図 4のようにモデルの真上に 3Dカメ

ラを設置し，8カテゴリそれぞれ 10 個のモデルについ
て点群データを 1ファイル (.pcd)ずつ測定した．3Dカ
メラには Intel RealSence D435を使用した．なお，モ
デルが置かれている床の情報を除去するために Z方向



図 1 Overview of VoxNet architecture [6].

図 2 8 categories × 10 models = 80 models are
3D-printed.

のスキャン範囲を調整している．取得した点群データ

に対して，指定した角度で Z軸周りに回転させるよう
なデータ拡張法について検討し，回転角度を 1度に設
定することで 1つの点群データから 359の拡張ファイ
ル (.pcd)を生成させ，結果的に，80×360=28,800のボ
クセルデータを準備した．

3.2 ボクセルデータへの変換

RealSence D435で取得できる深度情報（PCDファ
イル）の解像度は 1280×720ピクセルであり，それから
抽出される点群データには大量の 3次元情報が含まれ
ているため，そのファイル数が増えると効率的な学習処

理が困難となる．そこで，点群データ (PCD)をボクセ
ルデータに変換し，それを 3D CNNの学習データとし
て用いた．今回は，1つの PCDファイルを 32×32×32
のボクセルデータに変換し，3D CNNの学習のために，
得られた全ボクセルデータを訓練用とテスト用のデー

タに分割した．図 5にはカテゴリ No. 1の点群データ
から変換したボクセルデータの例を示す．

本実験では，2種類の分割方法で学習用及びテスト用
のデータセットを用意し，それぞれデータセットA（1
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図 3 Examples of 8 categories of 3D models for
classification, i.e., upper figures show examples
of 3D CAD models, lower figures show their
actual 3D-printed models.

セット），データセット B（10セット）とした．デー
タセット Aでは，１つのモデルから生成した 360個の
ボクセルデータのうち 180個を訓練用データ，残りを
テスト用データに分割し，この方法を 80個すべてのモ
デルのボクセルデータに対して適用した．一方，デー

タセット Bでは，図 1のように，1カテゴリにつき 9
モデル分のボクセルデータ 3240個から成る訓練用デー
タセットと，１モデル分のボクセルデータ 360個から
成るテスト用データセットをそれぞれ作成した．どの



表 1 How to divide all the voxel data into training and testing for dataset B, in this table, all the data
of Model 1 are for test and the remained all the data of Model 2 to 10 are for training.

図 4 Measurement scene of a 3D-printed model
to obtain a PCD file.

1モデルをテストに用いるかにより 10通り (10セット)
の訓練用データセットとテスト用データセットの組み

合わせを用いて学習後の 3D CNNの分類性能を評価し
た．なお，PCDのデータ拡張にはMATLAB上で開発
した図 6のようなアプリケーションを使用した．

4 ボクセルデータを用いた 3D CNNの設
計・学習・評価

分類用の 3D CNNには 2つの 3次元畳み込み層と 2
つの全結合層を含む全 12層で構成された表 2のような
構造を持つ 3D CNNを設計した．3D CNNは 3次元の
フィルタによって時間軸に沿った情報や空間的な情報

に含まれる特徴を抽出することができる．学習条件と

して，ミニバッチサイズ 32，学習率 0.0001，エポック
数 60に設定し，データセット Aとデータセット Bを
用いて既にMATLAB上で開発している 3D CNNのた

図 5 Example of voxel data transformed from
a PCD file.

図 6 Data augmentation application developed
on MATLAB.

めの設計アプリケーション [7, 8]上で学習を行った．な
お，今回はCPUに Intel(R) Core(TM) i7-12700K 3.60
GHzが，GPUにはNVIDIA GeForce RTX 3080 Tiが



表 2 Structural parameters of the constructed
3D CNN model designed for voxel data
classification problem.

Type Filter size stride Output size

Input 32×32×32 - 32×32×32×1
Convolution 5×5×5 2 14×14×14×32
Leaky ReLU - - 14×14×14×32
Convolution 3×3×3 1 12×12×12×32
Leaky ReLU - - 12×12×12×32
Max Pooling - 2 6×6×6×32

Fuly Connected - - 128
ReLU - - 128

Dropout 0.5 - 128
Fully Connected - - 8

Softmax - - 8
Output - - 8

図 7 Example of Classification result given by
confusion matrix, in which voxel data of Model
4 is used for testing.

搭載されたメインメモリ 32 GBの PCを用いた．
学習後，各データセットのテスト用データを用いて分

類実験を行い，3D CNNにおける 3次元モデルの分類
における汎化性能を評価した．データセット Aの訓練
データを用いて訓練した 3D CNNは，データセット A
の 8カテゴリのテストデータについて精度 100%で分類
することができた．一方，データセット Bの訓練デー
タを用いて訓練した 10器の 3D CNNモデルの中には
図 7の混同行列に示すように 99.6%の分類精度を示す
ものもあったが，10器の分類結果の概要は図 8のとお
りであり，その分類精度の平均値は 75.2%程度であっ
た．図 8より，どのモデルをテスト用データに用いる
かによって分類結果にばらつきが生じている．この結

図 8 Classification accuracies predicted by
10 types of 3D CNN models, in which the
combination of training and testing voxel data
in dataset B is varied.

果から，訓練に用いていない未知のモデルに対する分

類性能については十分な汎化性能が得られなかったと

考えられる．誤分類の原因としては訓練データ，すな

わち，各カテゴリの類似モデル数が不十分であること

により，各カテゴリに属するモデルの持つ広範な特徴

を十分に捉えることができていない，あるいは各カテ

ゴリ間で共通するような形状的特徴を強く認識してし

まっていることなどが考えられる．

5 結言

本研究では，3Dカメラで観測した深度情報をもとに
ボクセルデータを生成させ，ボクセルデータに基づく

3D CNNを設計し，表面形状の異なる 8カテゴリのワー
クの分類性能を評価した．データセットAの場合は，8
カテゴリ×10種類=80のモデルから測定したボクセル
データを訓練用とテスト用に分けて使用したため，高

い分類精度が得られたと思われる。一方，10モデルの
うち，どのモデルをテスト用に用いるかにより準備し

た 10パターンのデータセットBについては，汎化性能
に大きなばらつきが見受けられた．今後は，識別が困

難である形状的特徴を評価しながら対象モデルのカテ

ゴリとそのカテゴリに含まれるワークの種類を増やす

ことで訓練用のデータセットを充実させ，より汎化性

の高い表面形状識別のための 3D CNNモデルの構築を
試みる．また，点群データまたはボクセルデータに対

して形状的な特徴を強調させる拡張処理についても検

討していく予定である．
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